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\Nada en la vida es para ser temido,
es solo para ser comprendido.

Ahora es el momento de entender m�as,
de modo que podamos temer menos"

- Marie Curie
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Resumen

El Machine Learning (ML) es una rama de la inteligencia arti�cial que representa el
presente y el futuro de nuestra forma de entender el mundo. En la actualidad podemos
ver su aplicaci�on en una gran variedad de problemas, desde el reconocimiento de im�age-
nes, sistemas de recomendaci�on y predicci�on de la demanda en un mercado �nanciero,
a la conducci�on de coches aut�onomos. La idea de este proyecto es la aplicaci�on de las
herramientas que ofrece este campo a modelos demateria activa .

La materia activa es una clase de sistemas de no-equilibrio compuesta por un gran n�ume-
ro de agentes aut�onomos. Se puede encontrar este tipo de comportamiento desde escalas
microsc�opicas, como en las c�elulas o micromotores, hasta macrosc�opicas con la intrincada
din�amica de un grupo de p�ajaros. Los avances en los m�etodos experimentales y de simula-
ci�on, junto con los avances te�oricos, han favorecido la adquisici�on de nuevos conocimientos
sobre este comportamiento. Estos avances permiten mejorar y descubrir aplicaciones como
la administraci�on de f�armacos, la formaci�on de biopel��culas, la terapia g�enica, el dise~no
de nuevos materiales tales como geles pol��meros, tejidos, 
uidos biol�ogicos. . .

El inter�es de aplicar las t�ecnicas deMachine Learning a este tipo de part��culas reside
en la di�cultad existente en conocer las interacciones entre ellas. Para poder aplicar los
modelos a experimentos reales, se tiene que comprobar con anterioridad su validez en
simulaciones donde se conocen previamente las interacciones.

Uno de los problemas que presentan estos casos es su alta dimensionalidad y la forma
en la que se representan los datos. Las conexiones e interdependencia entre estos agen-
tes aut�onomos suponen un desaf��o para los algoritmos t��picos de ML y, por tanto, se
recurre a las llamadas redes neuronales de grafos (GNN ), capaces de trabajar con datos
que se representan mediante instancias interrelacionadas (en este caso, las interacciones
entre part��culas activas). Este tipo de redes se utilizan adem�as en aplicaciones como la
predicci�on del tr�a�co, la detecci�on de noticias falsas, el descubrimiento de f�armacos anti-
bacterianos. . .

Lo que hace realmente e�caces a las GNN para aplicarlas en este tipo de problemas
es que se pueden usar sesgos inductivos (inductive biases) donde unas suposiciones sen-
cillas (como que todas las part��culas interact�uan de la misma manera) simpli�can mucho
el problema.

Para plantear el estudio de la materia activa, se aplicar�an los recientes descubrimien-
tos de Ref.[1] para poder guiarlos en una direcci�on diferente. El art��culo ofrece un enfoque
general que permite realizar representaciones simb�olicas de un modelo que aprende me-
diante la introducci�on de sesgos inductivos. Se centra en el redescubrimiento las leyes
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f��sicas a partir de simulaciones de sistemas de part��culas que interact�uan seg�un fuerzas
newtonianas.

Sin embargo, este modelo presenta una serie de limitaciones a la hora de trabajar con
part��culas activas. Las part��culas de las simulaciones del art��culo tienen interacci�on total
y, por tanto, cuando se aumenta el n�umero de unidades, el c�alculo se vuelve muy costoso.
Adem�as, no se tiene en cuenta la fuerza de autopropulsi�on de las part��culas. Aun as��,
el valor real que se puede extraer de este primer modelo es que los componentes de los
mensajes que aprende la red de grafos son combinaciones lineales de las fuerzas entre
part��culas. Teniendo en cuenta este descubrimiento, solo queda la modi�caci�on del c�odigo
para poder usarlo con un n�umero alto de part��culas autopropulsadas.

Para la obtenci�on de los datos de materia activa se ha contado con la colaboraci�on del
equipo de Chantal Valeriani, de la UCM. Las simulaciones se han generado con una ver-
si�on de LAMMPS modi�cada por ellos, que ha simulado un sistema sobreamortiguado a
trav�es de las ecuaciones de movimiento (1.5.1). Uno de los modelos que se ha introducido
para comprender mejor la f��sica de las part��culas activas es el de las denominadas Part��cu-
las Activas Brownianas (ABPs). LasABPs siguen las ecuaciones de movimiento de la
din�amica browniana, modi�cadas para permitir la autopropulsi�on y el cambio gradual
de la direcci�on del movimiento de las part��culas por difusi�on rotacional. La actividad se
implementa como un t�ermino de velocidad constante. En cuanto a la interacci�on entre las
part��culas, se han tenido en cuenta tres tipos de potenciales: el potencial elLJ , el WCA
y el Shoulder , los valores de los par�ametros del sistema se han elegido para obtener fases
interesantes de estudio.

Una vez se han obtenido los datos a partir de las simulaciones con los tres tipos de
potenciales de interacci�on, se puede utilizar el c�odigo que ha desarrollado la investigaci�on
de Miguel Ruiz Garc��a. En este c�odigo se implementan las modi�caciones necesarias sobre
el modelo inicial para poder trabajar con part��culas activas brownianas. Se recuerda que
el objetivo es obtener la fuerza con la que interact�uan las part��culas y la fuerza activa con
la que se autopropulsan.

El primero de los cambios soluciona el problema que se ten��a cuando aumentaba mu-
cho el n�umero de part��culas (previamente se ten��a en cuenta la interacci�on entre todos
los pares) y consiste en aplicar una distancia decuto� a partir de la cual se eliminan las
conexiones entre los pares de part��culas.

Adem�as, la red ofrece libertad a la hora de aportarle informaci�on necesaria para de�nir
la fuerza. Esto quiere decir que cuanta m�as informaci�on (por ejemplo, posici�on, distancia,
orientaci�on interna, masa, carga. . . ) se le d�e a la red, podr�a aprender comportamientos
m�as complejos. Sin embargo, se sabe que la fuerza entre part��culas solo depende de la
distancia, por tanto, se puede reducir el n�umero de variables que se aportan a la red.

Para realizar el entrenamiento se han generado dos tipos de GNN. La primera recibe
como informaci�on �unicamente la distancia entre las part��culas (solo la informaci�on que
necesita), mientras que a la segunda se le da la distancia y el vector director (la red tiene
que aprender la misma fuerza que el primer caso, que depende de la distancia, y adem�as
que la fuerza va en la direcci�on del vector director). Esto tambi�en genera que se cambien
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las dimensiones de entrada y salida de la red.

Por �ultimo, se utiliza el clustering para entrenar la red a partir de grupos m�as redu-
cidos de part��culas. Esta herramienta facilita el c�alculo y ahorra coste computacional.

Una vez se ha modi�cado el c�odigo y se han obtenido los datos de las simulaciones para
los tres tipos de potencial de interacci�on, se procede a obtener los resultados. Para po-
der evaluar si la red es capaz de representar las fuerzas entre part��culas se dibujan tres
gr�a�cas. En una se representa el n�umero de pares de part��culas que se encuentran a una
distancia, otra que dibuja la predicci�on de la fuerza de autopropulsi�on frente a la te�orica,
y la �ultima muestra una comparaci�on entre la fuerza que aprende la red y la te�orica con
la que se ha programado la simulaci�on.

Los resultados muestran un ajuste de la fuerza excelente en la zona en la que la red
puede realmente aprender. Para distancias menores que la unidad, la red no aprende, ya
que los potenciales son muy repulsivos cuando las part��culas se solapan y no hay apenas
datos. Adem�as, a distancias mayores que la decuto� de la din�amica molecular tampoco
hay un aprendizaje real, ya que se han eliminado las interacciones y lo que aprende la red
carece de valor. Sin embargo, en la zona de estudio se obtienen resultados esperanzadores
para aplicar este modelo en experimentos, investigaci�on actual de Miguel Ruiz Garc��a.

Figura 0.0.1: Representaci�on de la fuerza aprendida por la red. Part��culas con potencial
LJ (3.1.1).

Diego del Barrio Gonz�alez vii
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Abstract

Machine Learning (ML) is a branch of arti�cial intelligence that represents the present
and the future of our way of understanding the world. We can currently see its applica-
tions in a wide variety of problems, from image recognition, recommendation systems and
demand prediction in a �nancial market, to self-driving cars. The idea of this project is
to apply the tools o�ered by this �eld to active matter models.

Active matter is a class of nonequilibrium systems composed of a large number of au-
tonomous agents. The scale of agents ranges from nanomotors, microswimmers, and cells,
to schools of �shes, 
ocks of birds or crowds of humans. Recent progress in experimental
and simulation methods, and theoretical advances, have favoured the acquisition of new
knowledge about this behaviour. These advances help improve and discover applications,
for instance, drug delivery, formation of bio�lms, gene therapy, the design of new mate-
rials such as polymer gels, tissues and biological 
uids.

The interest of applying Machine Learning techniques to this type of particles lies in
the di�culty of uncovering the interactions between them. In order to implement the
model to real experiments, its validity has to be previously checked in simulations where
the interactions are known.

One of the problems related to active matter is the high dimensionality and the way
in which the data is represented. To uncover the interdependence between these autono-
mous agents is a challenge for existing ML algorithms and, therefore, the so-called Graph
Neural Networks (GNN) are a suitable alternative, speci�cally designed to work with this
kind of data. These networks are also used in applications such as tra�c prediction or
fake news detection. What makes GNN really powerful are inductive biases, simple as-
sumptions (e.g. we can establish that all particles interact likewise) that greatly simplify
the problem.

This study is based on recent discoveries made by Cranmer et. al [1]. This article o�ers a
general approach to distill symbolic representations of a learned deep learning model by
introducing strong inductive biases. It focuses on rediscovering physical laws from simu-
lations of passive particle systems that interact according to Newtonian forces.

However, this model presents a series of limitations when working with active matter.
Their simulations use particles that interact through a long-range potential, therefore,
when the number of units increases, the computational cost becomes very expensive. In
addition, the self-propelling force of the particles is not considered. Even so, the real value
that can be extracted from this previous work is that the components of the messages
learned by the GNN are linear combinations of the interaction forces between particles.
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Once this model is understood, the only thing left is to modify the code so it can be used
with a high number of self-propelled particles.

Active matter data was obtained in collaboration with Chantal Valeriani's team, from
the UCM. To simulate the Active Brownian Particles (ABPs) (one of the models that has
been introduced to better understand the physics of active particles), Brownian Dyna-
mics simulations are performed with an in-house modi�ed version of theLAMMPS open
source package. Regarding the interaction between the particles, three types of potentials
have been taken into consideration: LJ, WCA and Shoulder potential. The value of the
model's parameters have been chosen to obtain interesting study phases.

Once the data have been obtained for the three interaction potentials, the code deve-
loped by Miguel Ruiz Garcia's research can be used. This code is based on the work of
Cranmer et al. [1] with the necessary modi�cations to work with ABPs. It is important
to remember that the purpose of the project is to obtain the interaction force between
particles and the active force with which they propel themselves.

The �rst change in the code solves the problem that was encountered when the num-
ber of particles was greatly increased and consists in applying a cuto� distance, from
which the connections between pairs of particles are eliminated.

In addition, the network o�ers freedom when it comes to providing information to de�ne
the force. This means that the more information is given to the network (e.g. position,
distance, internal orientation, mass, charge...), the more complex are the behaviours it can
learn. However, it is known that the force between particles only depends on the distance,
therefore, the number of variables provided to the network can be reduced.

To perform the training, two types of GNN have been generated. The �rst one recei-
ves the distance between the particles (the only information it needs), while the second
one is given the distance and the unit vector (the network has to learn the same force
as the �rst case and also that the force follows the same direction as the unit vector).
Finally, clustering is used to train the network with smaller groups of particles. This tool
helps with calculation and saves computational cost.

Once the code has been modi�ed and the simulation data have been generated, the results
are obtained. In order to evaluate if the network is able to represent the forces between
particles, three graphs are drawn. One represents the number of pairs of particles that are
at a certain distance, another one plots the prediction of the self-propelling force against
the theoretical, and the last one shows a comparison between the pair-wise force learned
by the network and the theoretical, with which the simulation has been programmed.

The results show an excellent agreement in the area where the network can actually
learn. For distances smaller than 1, the network does not learn, since the potentials are
very repulsive when the particles overlap and there is hardly any data. Furthermore, at
distances greater than the molecular dynamics cuto� there is no real learning either, since
interactions have been removed and what the network learns is worthless. However, en-
couraging results are obtained to apply this model to experiments, currently being studied
by Miguel Ruiz Garc��a.

x Escuela T�ecnica Superior de Ingenieros Industriales (UPM)
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Cap��tulo 1

Introducci�on

1.1. Motivaci�on

El aprendizaje autom�atico o Machine Learning es una rama de la Inteligencia Arti�cial
que representa el presente y futuro de la forma de entender el mundo. En la actualidad se
utiliza en una gran variedad de problemas, desde la detecci�on de ondas gravitacionales y la
predicci�on de la demanda en un mercado �nanciero, a la conducci�on de coches aut�onomos.
A ra��z de la creciente moda de que goza esta disciplina de la ciencia (en la Figura 1.1.1, de
mano de Google Trends, se re
eja la evoluci�on de la popularidad del tema \Aprendizaje
profundo" en el mundo a lo largo de los �ultimos 10 a~nos), se han abierto nuevos campos
de investigaci�on donde poder aplicarla y, de ah��, este proyecto.

Figura 1.1.1: Evoluci�on de las b�usquedas del tema \Deep Learning" en Google de 2012
a 2021 en todo el mundo.

Para la elecci�on de la tem�atica del trabajo se barajaron varias opciones como el estudio
de nuevas funciones de coste paraMachine Learning, una vis�on matem�atica y te�orica.
Sin embargo, la idea que ten��a para realizar mi proyecto de �n de grado se guiaba hacia
aprovechar los conocimientos que fuera a adquirir sobre este campo para aplicarlos en un
caso pr�actico. Finalmente me inclin�e, aconsejado por mi tutor Miguel Ruiz, a usar mode-
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1.1. Motivaci�on

los de redes neuronales de grafos para comparar modelos matem�aticos y experimentos de
Materia Activa [2].

Cualquiera que se haya sorprendido por la intrincada din�amica de un grupo de p�aja-
ros en vuelo o las maniobras de un banco de peces puede apreciar la motivaci�on para
el estudio de la \materia activa". >C�omo funcionan las unidades individuales aut�onomas
como las bacterias, ~nus, peces. . . generando patrones din�amicos espacio-temporalmente
complejos a gran escala? >Cu�ales son las reglas que gobiernan esta din�amica y c�omo los
principios de la f��sica restringen el comportamiento de cada una de esas unidades?

Describir estos diversos problemas en t�erminos de \agentes" individuales que evolucio-
nan a trav�es de un conjunto b�asico de reglas que se actualizan mientras interact�uan con
otros agentes, proporciona una forma general de abordar un gran n�umero de problemas
que no est�an relacionados con estos anteriores. Estos problemas incluyen la descripci�on
de propagaci�on de enfermedades infecciosas en una poblaci�on (de gran inter�es por la ac-
tual trascendencia del covid-19), la migraci�on estacional de poblaciones de animales, el
movimiento colectivo y actividades coordinadas de grupos de seres vivos y muchos otros.

Una problem�atica presente en estos casos se encuentra en su alta dimensionalidad y la for-
ma en la que se representan los datos. T��picamente en los problemas deMachine Learning
se trabaja con datos en el espacio eucl��deo y, por tanto, encontrarnos con datos generados
en el espacio no-eucl��deo (e.g. grafos) con conexiones e interdependencia entre ellos supo-
ne un desaf��o para los algoritmos t��picos deMachine Learning. Por ello, se usar�anGraph
Neural Networks(GNN), que se aprovechan de las ventajas de los grafos en este tipo de
problemas, como se ver�a m�as adelante.

1.1.1. Antecedentes

Se han desarrollado numerosas investigaciones acerca del aprendizaje de modelos f��sicos
en diversos dominios. A continuaci�on se introducir�a el contexto previo a la realizaci�on de
este trabajo, incluyendo los predecesores sobre los que se ha basado.

El reciente �exito de las redes neuronales ha impulsado la investigaci�on sobre el reco-
nocimiento de patrones y la miner��a de datos. Muchas tareas de aprendizaje autom�atico,
como la detecci�on de objetos [3], la traducci�on autom�atica [4] y el reconocimiento de voz
[5], se han revolucionado por varios paradigmas deDeep Learning, por ejemplo, redes neu-
ronales convolucionales (CNN) [6], redes neuronales recurrentes (RNN) [7] yautoencoders
[8]. El �exito del aprendizaje profundo en muchos dominios se atribuye parcialmente a los
recursos computacionales en r�apido desarrollo (por ejemplo las GPUs), la disponibilidad
de grandes datos de entrenamiento y la efectividad delDeep Learningpara extraer repre-
sentaciones latentes de datos (por ejemplo, im�agenes, texto, y videos).

Si bien el aprendizaje profundo captura de manera efectiva patrones ocultos de datos
eucl��deos, existe un n�umero creciente de aplicaciones donde los datos se representan en
forma degrafos . Por ejemplo, ene-commerce, un sistema de aprendizaje basado en grafos
que puede aprovechar las interacciones entre usuarios y productos para hacer recomen-
daciones muy precisas. En qu��mica, las mol�eculas se modelan como grafos y es necesario
identi�car su bioactividad para el descubrimiento de f�armacos. La complejidad de los datos
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Cap��tulo 1. Introducci�on

de los grafos ha impuesto desaf��os a los algoritmos de aprendizaje autom�atico existentes.
Adem�as, los algoritmos deMachine Learning tradicionales suponen la independencia en-
tre instancias1. En el caso de los grafos esta suposici�on deja de ser v�alida porque las
instancias (nodos) est�an relacionadas con otras mediante interrelaciones.

Figura 1.1.2: Red neuronal convolucional de grafos (ConvGNN) multicapa. [9]

A continuaci�on se enumeran una serie de investigaciones relacionadas con este tipo de re-
des neuronales, acabando con el art��culo que ser�a el punto de partida de los experimentos
aplicados a materia activa. El aprendizaje profundo geom�etrico, introducido por Bronstein
et al. [10], ofrece una descripci�on general de los m�etodos de aprendizaje profundo en el
dominio no eucl��deo, incluidos grafos y variedades. Hamilton y col. [11] cubren algunas de
las GNN que se centran en el problema de la integraci�on de redes. Lee y col. [12] realizan
un estudio de las GNN que aplican diferentes t�ecnicas de atenci�on. Nuestra investigaci�on
se centrar�a en aplicar las GNN junto con la regresi�on simb�olica para extraer relaciones
expl��citas de modelos f��sicos, la primera aproximaci�on la hacen Cranmeret al. [1].

Se tratar�a de aplicar los descubrimientos de este �ultimo trabajo citado para poder im-
plementarlos en una direcci�on diferente, la materia activa. Los autores se aprovechan de
los fuertes sesgos inductivos que las GNN pueden introducir para entrenar un modelo
profundo (deep model) que aprende a extraer leyes f��sicas. Aplican su procedimiento a
varios casos, como las leyes de fuerza newtonianas y los hamiltonianos, para �nalmente
descubrir una f�ormula anal��tica que puede predecir la concentraci�on de materia oscura a
partir de masas de estructuras c�osmicas cercanas. Explicaremos en cap��tulos posteriores
c�omo funciona la red con la que trabajaron y c�omo hemos sido capaces de modi�carla
para poder realizar predicciones en modelos de materia activa.

1Instancia: cada uno de los datos de los que se disponen para hacer un an�alisis
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1.2. Objetivos

El objetivo del presente trabajo es la aplicaci�on del aprendizaje autom�atico, concretamen-
te mediante redes neuronales de grafos, a modelos y experimentos de materia activa.

El enfoque que se ha seguido se divide en cuatro partes:

1. Introducci�on al Machine Learning y las GNN : se ver�an los conceptos b�asicos
del aprendizaje autom�atico y justi�caci�on de la elecci�on de las redes de grafos para
tratar los experimentos de materia activa:

Introducci�on al ML: de�nici�on de conceptos b�asicos sobre redes neuronales
arti�ciales, como el backpropagation, descenso del gradiente y regularizaci�on.

Introducci�on a las GNN: de�nici�on de conceptos b�asicos sobre grafos y c�omo
generar redes neuronales que aprendan a partir de este tipo de datos.

2. Modelo matem�atico propuesto por Cranmer et al. [1]: se comenzar�a una
primera aproximaci�on al problema de la materia activa con la revisi�on del art��culo,
que propone realizar representaciones simb�olicas mediante la introducci�on de sesgos
inductivos.

De�nici�on de la GNN.

Se tratar�a el caso de estudio de la din�amica newtoniana para la predicci�on
de diferentes tipos de fuerza conocidas. Se tomar�a un sistema con un n�umero
determinado de part��culas que interaccionan entre s��.

Entrenar el modelo y probar que los mensajes que devuelve la red se corres-
ponden con las fuerzas entre las part��culas que forman el sistema.

Utilizar regresi�on simb�olica para generar expresiones anal��ticas.

Sin embargo, es un modelo que trabaja bien �unicamente con sistemas de pocas
part��culas, en el que interact�uan todas con todas y que no contempla part��culas
autopropulsadas.

3. Modi�caci�on del modelo inicial : La idea del proyecto es realizar una serie de
modi�caciones a este modelo para aplicarlo a experimentos de materia activa. Una
vez se han de�nido los conceptos de materia activa, generamos simulaciones con
2500 part��culas interactuando con un potencial y que cuentan con una fuerza que
las autopropulsa. Por tanto, los cambios que se deben realizar al modelo inicial se
basan en:

Al tener un n�umero muy alto de part��culas se decide no considerar la interacci�on
entre estas cuando la distancia que las separa supera un l��mite.

Generar grupos de part��culas para entrenar subgrafos en vez del conjunto entero
del entrenamiento, con el objetivo de reducir el coste computacional y poder
usar simulaciones con muchas part��culas.
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Estudiar el efecto de cambiar las variables que utiliza la red para aprender la
fuerza de interacci�on entre part��culas, modi�cando las dimensiones de las redes
que componen la GNN (message function, edge function). Generar dos tipos
de GNN, la primera aprende a partir de la distancia entre part��culas, mientras
que la segunda utiliza tanto la distancia como el vector unitario que une las
part��culas.

4. Programaci�on del c�odigo y obtenci�on de resultados : las simulaciones y el
c�odigo capaz de entrenar los datos han sido desarrollados por Miguel Ruiz Garc��a y el
equipo de Chantal Valeriani, de la UCM. He podido seguir de cerca esta investigaci�on
y reproducir por m�� mismo los resultados novedosos que ha aportado al estado del
arte.

Utilizar el c�odigo facilitado por la investigaci�on del tutor para reproducir re-
sultados a partir nuevos datos num�ericos.
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1.3. Introducci�on al Machine Learning

En esta secci�on se introducen los conceptos relacionados con la Inteligencia Arti�cial,
Machine Learning y las redes neuronales arti�ciales, que servir�an de base para poder
comprender el entrenamiento de las mismas y su implementaci�on en las redes neuronales
de grafos que se utilizan en nuestro modelo. Despu�es se explican las bases del funciona-
miento de las GNN.

Muchos conceptos que se utilizan cuando hablamos de la inteligencia arti�cial, como
pueden ser elMachine learning, las redes neuronales, elBig Data o el Deep learning,
normalmente se solapan y resultan confusos. Por ello, es necesario comenzar dando las
de�niciones y contexto claros, que permitan su correcta interpretaci�on.

Dar una de�nici�on exacta de lo que es la inteligencia arti�cial depende de la propia de�ni-
ci�on de \inteligencia", que sigue teniendo m�ultiples aceptaciones. De todas las de�niciones
que se han dado se extraer una idea com�un de lo que es la inteligencia arti�cial:

Inteligencia arti�cial, IA 2: subdisciplina del campo de la inform�atica, que busca la
creaci�on de m�aquinas que puedanimitar comportamientos inteligentes.

Dentro del campo de la IA hay subcategor��as que responden a diferentes comportamientos
inteligentes. Si hay una capacidad que de verdad nos de�ne como agentes inteligentes es
la capacidad de aprender, es decir elMachine learning.

Machine learning (ML) o aprendizaje autom�atico: es la rama de la inteligencia
arti�cial que busca c�omo dotar a las m�aquinas de capacidad de aprendizaje. Entendido
este como la generalizaci�on del conocimiento a partir de un conjunto de experiencias.

Los paradigmas de aprendizaje del ML pueden dividirse en tres grupos diferentes: super-
visado, no supervisado y reforzado.

Aprendizaje supervisado : es la tarea de aprender una funci�on que asigna una
entrada a una salida bas�andose en ejemplos de parejas de entrada y salida. Deduce
una funci�on a partir de datos de entrenamiento3 \etiquetados" que consisten en
un conjunto de ejemplos de entrenamiento. En el aprendizaje supervisado, cada
ejemplo es un par que consta de un objeto de entrada (t��picamente un vector) y
un valor de salida deseado. Un algoritmo de aprendizaje supervisado analiza los
datos de entrenamiento y genera una funci�on, que puede usarse para asignar valores
de salida a nuevos ejemplos. Se requiere que el algoritmo generalice, a partir de
los datos de entrenamiento, las situaciones que todav��a no ha visto de una manera
\razonable".

Aprendizaje no supervisado : es el paradigma que consigue producir conoci-
miento �unicamente de los datos que se proporcionan como entrada, sin necesidad
de explicarle al sistema qu�e resultado se quiere obtener.

2Arti�cial Itelligence, AI.
3Conjunto de entrenamiento: D = f (x i ; yi )gN

i =1 , dondex i representa las variables de cada observaci�on
(vector de cualquier dimensi�on), e yi es la salida esperada para cadax i
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Aprendizaje reforzado : en el entrenamiento de estos algoritmos no se cuenta con
una salida �optima para cada entrada, pero se puede contabilizar si las salidas que
genera, consiguen el objetivo y se acercan a la soluci�on �optima, lo que se conoce
como funci�on de recompensa. Alg�un ejemplo donde se puede implementar este tipo
de aprendizaje es en el entrenamiento de sistemas de navegaci�on de coches, aviones,
drones. . .

Dentro del ML existen diferentes t�ecnicas que cubren diferentes tipos de aplicaciones, por
ejemplo: los �arboles de decisi�on, los modelos de regresi�on, los modelos de clasi�caci�on, las
t�ecnicas declustering y muchas otras. Sin embargo, la t�ecnica que ha dado fama al campo
del ML durante la �ultima d�ecada ha sido las redes neuronales arti�ciales , las cuales
se estudian con mayor detalle, ya que ser�an fundamentales para el desarrollo del trabajo.

Lo interesante de las redes neuronales es que son capaces de aprender de forma jerar-
quizada; la informaci�on se aprende por niveles, donde las primeras capas se centran en
conceptos muy concretos y las capas posteriores usan la informaci�on adquirida previa-
mente para comprender conceptos m�as abstractos. Esto hace que a medida que a~nadimos
m�as capas, la informaci�on que se aprende es cada vez m�as abstractas e interesante. No
hay l��mite de capas y la tendencia es a~nadir m�as capas a estos algoritmos, convirti�endose
en algoritmos m�as complejos. Este incremento en el n�umero de capas y en la complejidad
es lo que hace que estos algoritmos sean conocidos como algoritmos deDeep learning, un
concepto que se ha puesto muy de moda en los �ultimos a~nos.

Figura 1.3.1: Subcategor��as de la inteligencia arti�cial.

Estas t�ecnicas se entrenan y aprenden a partir de los datos y actualmente nos encontramos
inmersos en la era de la informaci�on. Con la llegada de la digitalizaci�on, el abaratamiento
de los dispositivos de almacenamiento y un cambio de mentalidad a la hora de apreciar el
valor de los datos, hemos entrado en una tendencia de acumular un n�umero extraordinario
de datos, lo que se ha denominadoBig Data. Por tanto, tenemos que elBig Data hace
referencia al fen�omeno de acumular grandes cantidades de datos, aunque tambi�en se suele
utilizar este concepto para referirse al proceso de an�alisis hasta que dichos datos son
transformados en conocimiento. Para esto se requiere de potentes y complejas t�ecnicas,
como por ejemplo t�ecnicas deDeep learning.
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1.3.1. Redes neuronales arti�ciales

En esta secci�on se har�a una introducci�on a las redes neuronales arti�ciales (ANN4) y al
modelo matem�atico delbackpropagationy descenso del gradiente que permite entrenarlas.
Adem�as se ver�a la modi�caci�on del descenso del gradiente (Adam) y la regularizaci�on,
que permitir�an hacer los algoritmos m�as e�cientes.

La redacci�on de esta secci�on ha tenido como referencia el trabajo de �n de grado de V��ctor
Ruiz Pastor [13].

1.3.1.1. Neurona biol�ogica

La neurona es una c�elula componente principal del sistema nervioso. El cerebro tiene la
capacidad m�as asombrosa para analizar informaci�on incompleta, poco clara y confusa, y
hacer su propio juicio a partir de ella. Se utilizar�a el esquema de la Figura 1.3.2 para crear
el modelo de neurona arti�cial.

Una neurona biol�ogica est�a formada principalmente por el cuerpo celular, ax�on y dendrita.
La dendrita recibe se~nales electroqu��micas de otras neuronas en el cuerpo celular. El cuer-
po celular, llamado Soma, contiene el n�ucleo y otras estructuras qu��micas necesarias para
sostener la c�elula. El ax�on lleva la se~nal de la neurona a otras neuronas. La conexi�on en-
tre las dendritas de dos neuronas, o entre neuronas y c�elulas musculares, se llama sinapsis.

Figura 1.3.2: Partes de una neurona cerebral.

1.3.1.2. Neurona arti�cial

En su forma m�as simple, una red neuronal arti�cial es una imitaci�on del cerebro humano.
El primer modelo que propone el uso de la neurona, tambi�en llamadoperceptr�on , fue el
de McCulloch y Pitts en el a~no 1943. Este primer modelo, que se compon��a de una �unica
neurona, fue usado ampliamente hasta que en el 1969 se publica elPerceptrones, libro
que pone de mani�esto sus limitaciones, por ser incapaz de clasi�car datos no separables
linealmente.

El descubrimiento del algoritmo de \backpropagation " en 1986 volvi�o a ponerlas en
el mapa. Se empezaron a encadenar capas de estas neuronas para obtener modelos m�as

4De sus siglas en ingl�es, Arti�cial Neural Networks.
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complejos y gracias al gran aumento de las velocidades de procesamiento y la memoria
de los discos, se ha podido ver el enorme potencial de estos modelos.

La unidad b�asica de procesamiento de una red neuronal es laneurona . Este objeto
matem�atico recibir�a un n�umero de par�ametros de entrada provenientes de la capa anterior
y, oper�andolos con sus par�ametros internos, devolver�a un valor de salida. En concreto,
realizar�a una combinaci�on lineal de las entradas sumadas a un valor de sesgo:

z = wT x + b=
NX

i =1

wi � x i + b (1.3.1)

Donde x es el vector de entrada a la neurona y el vectorw y b, los par�ametros internos,
conocidos como pesos y sesgo respectivamente.

Figura 1.3.3: Esquema de una neurona arti�cial.

1.3.2. Funciones de activaci�on

Debido a la linealidad que presenta la ecuaci�on (1.3.1) (ser una funci�on lineal), si se in-
tentara enlazar neuronas una detr�as de otra, no se obtendr��a mayor ventaja que usando
una �unica neurona, porque la composici�on de funciones lineales es lineal.

Para garantizar que se pueda obtener un comportamiento global no lineal, faltar��a por
a~nadir un ingrediente al comportamiento de la neurona. A este ingrediente se le llama
funci�on de activaci�on . Las funciones de activaci�on son funciones no lineales que toman
como entrada la suma ponderada de la neurona,z, y devuelven la salida �nal o activaci�on
a (a = f (z)).

McCulloch y Pitts, los inventores de la neurona arti�cial, propusieron que una activaci�on
toma el valor cero cuando su entrada est�a por debajo de un cierto umbral y el valor uno
cuando la entrada supera el umbral (funci�onHeavySide). Cuando la atenci�on se desplaz�o
hacia el aprendizaje basado en gradientes, la funci�on sigmoide fue una elecci�on natural
pues es suave y diferenciable. Posteriormente, la sigmoide fue sustituida por la ReLU en
capas ocultas, por ser m�as sencilla y f�acil de entrenar. A continuaci�on de describen las
funciones de activaci�on m�as importantes:
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Sigmoide : La sigmoide (Figura 1.3.4) se llama a menudo funci�on de aplastamiento,
ya que aplasta cualquier entrada en el intervalo (�1 ; 1 ) a alg�un valor en el inter-
valo (0; 1).

Es una funci�on muy com�un en las capas de salida de las redes de clasi�caci�on.

Simg(x) =
1

1 + e� x
(1.3.2)

d(Sigm(x))
dx

=
e� x

(1 + e� x )2
= Sigm(x) (1 � Sigm(x)) (1.3.3)

Cuando x = 0, la derivada presenta un m�aximo de 0;25. Seg�un nos alejamos de
x = 0 la derivada se aproxima a 0.

Figura 1.3.4: Funci�on de activaci�on
sigmoide.

Figura 1.3.5: Funci�on derivada de la
sigmoide.

Tangente hiperb�olica : al igual que la funci�on sigmoide, la tanh tambi�en aplasta
sus entradas, en este caso trasform�andolas en elementos del intervalo (� 1; 1):

tanh (x) =
1 � e� 2x

1 + e� 2x
(1.3.4)

d(tanh(x))
dx

= 1 � tanh2(x) (1.3.5)

Cuando x = 0, la derivada presenta un m�aximo de 1. Seg�un nos alejamos dex = 0
la derivada se aproxima a 0.
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Figura 1.3.6: Funci�on de activaci�on
sigmoide.

Figura 1.3.7: Funci�on derivada de la
tangente hiperb�olica.

Unidad lineal recti�cada : tambi�en conocida comoReLU (Figura 1.3.8), es una
funci�on que no realiza ninguna operaci�on para las entradas positivas, y que devuelve
el valor 0 para toda entrada negativa. Por lo tanto, es una funci�on a trozos, continua,
y derivable en todo su dominio excepto enx = 05.

ReLU(x) = m�ax(0 ; x) (1.3.6)

d(ReLU(x))
dx

=

(
0 x � 0

1 x > 0
(1.3.7)

Figura 1.3.8: Funci�on de activaci�on ReLU. Figura 1.3.9: Funci�on derivada de ReLU.

Sus derivadas se comportan particularmente bien: o bien se anulan, o bien simple-
mente dejan pasar el argumento. Esto implica una optimizaci�on con mejor compor-
tamiento y elimina el problema bien estudiado de losvanishing gradients[14].

Nota: Esta ser�a la funci�on de activaci�on que se implementar�a en la red neuronal
del modelo para experimentos de materia activa.

5En estos casos se recurre por defecto a la derivada del lado izquierdo y se dice que la derivada es 0
cuando la entrada es 0.
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1.3.3. La red

Una vez se de�ne el modelo matem�atico de una neurona, se va a describir c�omo se constru-
ye unared neuronal. Primero hace falta disponer de unacapa de entrada , donde no se
requieren neuronas porque no se realiza ninguna operaci�on, simplemente est�a compuesta
por tantos nodos como entradas tenga la red. Saltando al otro extremo de la red, se tiene
la capa de salida , compuesta por tantas neuronas como salidas, las activaciones de cada
neura de la �ultima capa corresponder�an a las salidas de la red. Entre la capa de entrada
y la de salida se dispondr�a de tantas capas como se quiera, llamadascapas ocultas , y
estas, a la vez, podr�an tener tantas neuronas como se desee: cada neurona recibir�a como
entrada las activaciones de todas las neuronas de la capa previa (se denominan redes
fully connected). En la Figura 1.3.10 se muestra un esquema de una red neuronal de dos
entradas y una salidas, con tres capas ocultas de tres, cuatro y tres neuronas cada una.

Figura 1.3.10: Esquema de una red neuronal con dos entradas, una salida y tres capas
ocultas.

Para acabar de completar el modelo de la red, se a~nadir�a un �ultimo componente para su
funcionamiento, un par�ametro que estime c�omo de bien se est�an ajustando a los datos
propuestos. Una vez queda de�nido el par�ametro se tiene un objetivo de aprendizaje
claro, reducir lo m�aximo posible dicho par�ametro, se le conoce comofunci�on de coste ,
se pueden usar varios tipos de funciones de coste, la m�as com�un se calcula como el error
cuadr�atico medio (Mean Square Error, MSE) de las salidas estimadas por la red frente a
las salidas te�oricas:

C =
1

2N

NX

i =1

SX

j =1

(yij � ŷij )2 (1.3.8)

DondeN el numero de ejemplos en eldataset6 de entrenamiento yS la cantidad de varia-
bles de salida. En las pr�oximas secciones se muestra c�omo la red durante el entrenamiento
busca el conjunto de par�ametrosw y b de cada neurona queminimizan la funci�on de
coste, a partir de m�etodos num�ericos convencionales.

6Conjunto de datos.
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1.3.4. Backpropagation

Ser�a de vital importancia el c�alculo de lasderivadas parciales de la funci�on de coste
frente a los pesos y sesgos de las neuronas (@C=@wl

jk , @C=@blj ), para lograr el aprendizaje de
la red. Aprovechando las expresiones de las derivadas, se va a de�nir la notaci�on de los
sub��ndices que se va a emplear en el resto de la explicaci�on. El super��ndicel indica la capa
dentro de la red, el sub��ndicej el n�umero de neurona de dicha capa, y lak corresponde
a la activaci�on de la capal � 1 a la que multiplica w. Por tanto, por cada capa se puede
de�nir una matriz w l de componenteswl

jk , con tantas �las como neuronas tenga la capa
l y columnas como neuronas tenga la capal � 1, an�alogamente se de�ne un vectorb l

conteniendo todos los sesgos de la capal. As��, componiendo la funci�on de activaci�on con
la ecuaci�on (1.3.1) se escribe el vector de activaciones de la capal en forma matricial.

al = f (w l al � 1 + bl ) (1.3.9)

Con respecto a la funci�on de coste, se puede dise~nar al gusto del programador, aunque debe
cumplir dos requisitos fundamentales para poder usar el algoritmo que se va a describir
aqu��:

1. La funci�on de coste de un dataset de entrenamiento de tama~noN debe ser la media
aritm�etica de las funciones de coste de cada observaci�on.

2. Se tiene que poder expresar en funci�on �unicamente de las activaciones de las neu-
ronas de la �ultima capaaL

j .

El primero de los requisitos se debe a que se van a calcular las derivadas parciales para
cada observaci�on y posteriormente se realizar�a la media de todas ellas para obtener la
derivada parcial del dataset completo. La funci�on de coste representada en la ecuaci�on
(1.3.8) cumple ambos requisitos y ser�a la que se usar�a en los c�alculos posteriores. Por
tanto, el problema se reduce a calcular las derivadas parciales de los pesos y el sesgo
respecto de la ecuaci�on (1.3.10), siendoL la �ultima capa de la red.

C =
1
2

X

j

(yj � aL
j )2 (1.3.10)

El algoritmo que ha hecho posible el c�alculo de dichas derivadas mediante un procedimien-
to que sea computacionalmente viable para grandes redes se denomina \backpropagation".
El algoritmo de backpropagationse centra primero en calcular la derivada parcial de la
funci�on de coste frente a la suma ponderada de cada neurona, lo que se denominaerror
de la neurona (ecuaci�on (1.3.11)). El error de la neurona se interpreta matem�aticamente
como el cambio que sufre la funci�on de coste con la variaci�on de la suma ponderada que se
obtiene en ella. Para su c�alculo se emplea la regla de la cadena de derivaci�on de funciones
compuestas.

� l
i =

@C
@zli

(1.3.11)

Donde zl
i es la suma ponderada, de�nida en la ecuaci�on (1.3.1). Si referimos esta suma a

la capal, la expresi�on es la siguiente:

zl
i =

X

k

al � 1
k wl

ki + bl
i (1.3.12)
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A su vez, el c�alculo de los errores de las neuronas se divide en dos partes, que son su
c�alculo para la �ultima capa y su retropropagaci�on a las capas anteriores.

� L
j =

@C
@aLj

�
@aLj
@zLj

= ( aL
j � yj )f 0(zL

j ) (1.3.13)

� L = r aC � f 0(zL ) (1.3.14)

En las ecuaciones arriba expuestas se hace patente el segundo requisito de la funci�on de
coste, y es que si dependiese de alguna variable m�as aparte de las activaciones de la �ultima
capa, la derivaci�on se complicar��a en exceso. El segundo de los t�erminos de la ecuaci�on ha-
ce referencia a la derivada de la funci�on de activaci�on, que podr��a variar seg�un la funci�on
utilizada, pero que de todas maneras es sencillo de calcular. La ecuaci�on (1.3.14) es la
interpretaci�on matricial de la ecuaci�on (1.3.13), recogiendo en un �unico vector los errores
de las neuronas de la �ultima capa al completo, y siendo el producto� la multiplicaci�on
matricial elemento a elemento.

Para el c�alculo de los errores de las neuronas de capas previas se parte del error en la capa
posterior, � l+1

k = @C
@zl +1

k
.

� l
j =

X

k

@C
@zl+1

k

�
@zl+1

k

@alj
�

@alj
@zlj

=
X

k

� l+1
k wl+1

kj f 0(zl
j ) (1.3.15)

� l =
� �

w l+ 1
� T

� l+ 1
�

� f 0
�
zL

�
(1.3.16)

Igual que antes, las ecuaciones (1.3.15) y (1.3.16) son equivalentes, siendo la segunda
su representaci�on matricial. El t�ermino @zl +1

k =@alj se obtiene de derivar la ecuaci�on (1.3.1)
respecto de las activaciones de las capas anteriores. De esta manera se aprecia como se
pueden ir obteniendo los errores de las neuronas de todas las capas a partir de los errores
de las capas posteriores y su matriz de pesos.

La segunda parte del algoritmo consiste en relacionar los errores de las neuronas con las
derivadas parciales del coste respecto de los pesos y los sesgos, lo que se obtiene derivando
la ecuaci�on (1.3.1).

@C
@xljk

=
@C
@zlj

�
@zlj

@wljk
= � l

j a
l � 1
k (1.3.17)

@C
@blj

=
@C
@zlj

�
@zlj
@blj

= � l
j � 1 (1.3.18)

Llegados a este punto ya se cuenta con todas las herramientas necesarias para calcular las
derivadas parciales de la funci�on de coste respecto a los par�ametros que se modi�car�an
durante el entrenamiento. La idea esencial de este algoritmo es que se parte de undataset
de entrenamiento, conN parejas de vectoresx i e y i . Por cada pareja se hace el c�alculo
hacia adelante, partiendo dex i se obtienen:z2

i ,a2
i ,. . . , zL

i , aL
i y C. Despu�es se prosigue

hacia atr�as partiendo de la funci�on de coste:� L
i , @Ci=@w L

jk , @Ci=@b L
j , . . . , � 2

i , @Ci=@w 2
jk , @Ci=@b 2

j .
Una vez obtenidas todas las derivadas parciales necesarias se realiza la media aritm�etica
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sobre todo eldataset, @C
@xljk

= 1
N

P N
i =1

@Ci
@w l

jk
, con lo que se obtiene el gradiente del coste

respecto de los par�ametros de la red.

r w ;b C (1.3.19)

1.3.5. Descenso del gradiente

El entrenamiento de una red neuronal comienza con una inicializaci�on aleatoria de los
par�ametros de la red, posteriormente se seguir�a un proceso iterativo del c�alculo del gra-
diente y actualizaci�on de los par�ametros. El descenso del gradiente de�nir�a c�omo se usar�a
el gradiente paraactualizar los par�ametros de la red. Como ya se ha comentado, el
objetivo del aprendizaje es reducir al m�aximo el coste, por tanto, se buscar�a encontrar
un m��nimo local o global de la funci�on de coste. La forma cl�asica de calcular el m��nimo
de una funci�on es sacar el gradiente, igualarlo a cero y resolver el sistemar f = ~0, sin
embargo, la falta de una expresi�on matem�atica concreta dependiente de los pesos y sesgos
de la funci�on de coste, imposibilita usar este m�etodo.

No obstante, gracias al algoritmo debackpropagationse cuenta con todas las derivadas
parciales, as�� que para cada peso de cada neurona, se conoce c�omo var��a el coste al
modi�car dicho par�ametro una cantidad peque~na, por tanto, si la derivada parcial es
positiva, se sabe que un incremento del peso supondr�a un aumento del coste. Como se
desea la reducci�on de este coste, se ir�a en la direcci�on contraria a este gradiente positivo.
Adem�as, la magnitud tambi�en proporciona pistas de la brusquedad con la que modi�ca
el coste: un valor elevado requiere un cambio del peso elevado, y un valor peque~no indica
proximidad al punto estacionario, por lo que la actualizaci�on ser�a m�as sutil. De esta
manera se puede iterar el valor de cada peso y sesgo hasta alcanzar el coste deseado:

wl
ij (t + 1) = wl

ij (t) � �
@C
@wlij

�
�
�
�
�
w l

ij (t )

(1.3.20)

En la ecuaci�on (1.3.20) se muestra la f�ormula del descenso del gradiente para la actuali-
zaci�on7 de un peso cualquiera de la red. Durante el entrenamiento, se aplicar�a la ecuaci�on
a todos los par�ametros de la red en cada iteraci�on. El par�ametro� se conoce comotasa
de aprendizaje y est�a relacionado con la velocidad de convergencia hacia el m��nimo
de la funci�on de coste. Una tasa de aprendizaje baja implica un aprendizaje lento, pues
se requerir�an muchas iteraciones para encontrar un m��nimo. Por otro lado, una tasa de
aprendizaje elevada implica una mayor inestabilidad en el algoritmo, que da saltos mucho
m�as grandes, lo que puede signi�car que nunca se alcance la convergencia. Una de las so-
luciones usadas para buscar un compromiso entre velocidad de convergencia y estabilidad
es usar una tasa de aprendizaje elevada en las primeras iteraciones e ir reduci�endola m�as
seg�un avanzan las iteraciones. Una forma m�as global de escribir la ecuaci�on (1.3.20) es
empleando el gradiente de la ecuaci�on (1.3.19).

[w; b]n+1 = [ w; b]n � � � r w ;b Cn (1.3.21)

Donde el sub��ndicen hace referencia a diferentes pasos en el proceso de minimizaci�on.

7La evoluci�on de cada uno de los par�ametrosi , j , l es discreta.
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1.3.6. Modi�caciones al descenso del gradiente

Se han desarrollado algoritmos que modi�can el cl�asico descenso del gradiente para me-
jorar su estabilidad y convergencia.

1.3.6.1. Stochastic Gradient Descent with Momentum (SGDM)

El SGD no calcula el gradiente de toda la funci�on de coste, sino de una muestra reducida
de datos (mini-batch) para reducir enormemente los c�alculos. El t�ermino de momento
trata de disminuir la oscilaci�on para aumentar la estabilidad. Emplea un par�ametro

para considerar la contribuci�on de la iteraci�on previa.

[w; b]n+1 = [ w; b]n � � � r w ;b Cn + 
 � ([w; b]n � [w; b]n� 1) (1.3.22)

1.3.6.2. RMSProp

Mientras que SGDM se sirve de la misma tasa de aprendizaje para todos los par�ametros,
RMSProp calcula una media m�ovil (1.3.23) de los cuadrados de los gradientes, con el
objetivo de usar una tasa m�as peque~na para los par�ametros con grandes gradientes y una
m�as grande para los peque~nos gradientes y que la actualizaci�on sea m�as uniforme.

� n = � 2 � n � 1 + (1 � � 2)(r w ;b Cn )2 (1.3.23)

El par�ametro � 2 se conoce comodecay rateo tasa de decrecimiento, y suele oscilar entorno
a 0;99. La ecuaci�on de actualizaci�on del solver RMSProp se puede escribir como:

[w; b]n+1 = [ w; b]n �
� � r w ;b Cnp

� n + �
(1.3.24)

Siendo� la divisi�on elemento a elemento y� una constante peque~na para evitar la divisi�on
entre 0.

1.3.6.3. Adam

Adam [15] es un algoritmo simple y computacionalmente e�ciente para la optimizaci�on
basada en gradientes de funciones objetivo estoc�asticas. Es un m�etodo dirigido a proble-
mas de ML con grandes conjuntos de datos y/o espacios de par�ametros de alta dimensi�on.
El m�etodo combina las ventajas de dos m�etodos de optimizaci�on: la capacidad deAda-
Grad [16] para manejar gradientes dispersos y la capacidad deRMSProp para manejar
objetivos no estacionarios. El m�etodo es f�acil de implementar y requiere poca memoria.
Este ser�a un algoritmo adecuado para el proyecto, y es el que implementaremos para el
entrenamiento de nuestra red (se ver�a en el Cap��tulo 3).

Por un lado emplea� para proporcionar distintas tasas de aprendizaje para cada par�ame-
tro. Por otro lado, incluye un t�ermino de momento, que se calcula como la media m�ovil
de los gradientes, y sirve para reducir el ruido.

mn = � 1 mn � 1 + (1 � � 1)r w ;b Cn (1.3.25)

� = � 2 � n � 1 + (1 � � 2)(r w ;b Cn )2 (1.3.26)
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[w; b]n+1 = [ w; b]n �
� � mnp

� + �
(1.3.27)

1.3.7. Regularizaci�on

Uno de los grandes problemas de las redes neuronales, y en general, de cualquier modelo
complejo con un gran n�umero de par�ametros, se re�ere a su capacidad de generalizar,
ya que se corre el riesgo de descubrir asociaciones aparentes que resulten no ser v�alidas
cuando se recojan m�as datos que no hayan sido entrenados. Este problema es conocido
como over�tting y surge de que, en muchas ocasiones, la red se limita a \aprenderse de
memoria" las observaciones de entrenamiento, y posteriormente, al enfrentarse a proble-
mas nuevos, su rendimiento es de�ciente debido a que no ha sido capaz de captar las
relaciones subyacentes entre las entradas y salidas. En grandes redes neuronales, donde el
n�umero de pesos de la red es inmenso, es muy com�un el surgimiento de este problema.

Para solventarlo, lo primero que se debe hacer es seleccionar modelos con una complejidad
adecuada para el problema en cuesti�on, y en equilibro con el tama~no deldataset de en-
trenamiento. No obstante, existe otro m�etodo que limitar�a la aparici�on deover�tting . El
m�etodo se conoce comoregularizaci�on y, es ampliamente utilizado en modelos estad��sti-
cos. En redes neuronales a las que se les proporciona un n�umero alto de caracter��sticas
dispersas, es com�un utilizar la regularizaci�onL1, obteniendo la ventaja computacional de
evitar caracter��sticas con coe�cientes cero. La regularizaci�onL1 se ver�a en el los modelos
que apliquemos, por lo que se tratar�a de explicar a continuaci�on.

Su implementaci�on consiste en a~nadir un t�ermino extra en la funci�on de coste dependiente
de los pesos.

C = C0 + �
X

w

jwj (1.3.28)

El par�ametro � es el par�ametro de regularizaci�on y toma un valor mayor que cero. Cuanto
mayor sea� , mayor preferencia se le dar�a a reducir el valor de los pesos sobreC0 y
viceversa. De primeras, no es obvio, porque este m�etodo reduce la aparici�on deover�tting ,
pero experimentalmente funciona. De manera intuitiva, se puede explicar diciendo que
una red en la que los pesos no puedan crecer inde�nidamente manteni�endose en valores
cercanos a cero, tendr�a una menor complejidad, y modelos de menor complejidad tienen
menor capacidad para aprender de memoria los datos.
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1.4. Redes neuronales de grafos: GNN

Las redes neuronales se han adaptado para aprovechar la estructura y las propiedades de
los grafos. [9, 17]

Los grafos est�an a nuestro alrededor. Los objetos del mundo real a menudo se de�nen en
t�erminos de sus conexiones con otras cosas y se expresan naturalmente como un grafo. Los
investigadores han desarrollado redes neuronales que operan con datos de grafos (llamadas
redes neuronales de grafos o GNN) durante m�as de una d�ecada [18]. Estamos empezando
a ver aplicaciones pr�acticas en �areas como el descubrimiento de f�armacos antibacterianos
[19], simulaciones f��sicas [20], detecci�on de noticias falsas [21], predicci�on del tr�a�co [22]
o sistemas de recomendaci�on [23].

1.4.1. Grafos

Un grafo es un conjunto de objetos llamados v�ertices onodos (nodes) unidos por enla-
ces llamadosaristas o arcos (edges) que permiten representar relaciones binarias entre
elementos de un conjunto. [24]

Figura 1.4.1: Representaci�on de un grafo. Adaptado de [17].

Un grafo est�a de�nido comoG = ( V; E). Para describir con m�as detalle cada nodo, arista
o el grafo global, se puede almacenar informaci�on en cada una de estas partes del grafo.
Adem�as, se pueden clasi�car los grafos seg�un si losedgesson dirigidos o no dirigidos, como
podemos ver en la Figura 1.4.2. El grafoG consiste enN v nodos conL v caracter��sticas
cada uno:V = f vi gf i = N v g, con cadavi 2 RL . Los nodos est�an conectados conN e aristas:
E = f (r k ; sk)gk=1: N e , donder k , sk 2 f 1 : N vg son los ��ndices de los nodos receptores (�nal
de la arista) y emisores (comienzo de la arista) respectivamente.

Figura 1.4.2: Tipos de uni�on (edge).

Matriz de adyacencia de un grafo: la matriz n � n, A = ( aij ), donde:

aij =

(
1 si (vi ; vj ) 2 E

0 si (vi ; vj ) =2 E
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Ejemplo:

En este caso la matriz de adyacencia ser��a:

A =

0

B
B
B
B
@

0 1 0 1 1
1 0 1 0 0
0 1 0 1 1
1 0 1 0 1
1 0 1 1 0

1

C
C
C
C
A

Lista de adyacencia, (LA) : se utiliza un vector de tama~non (un elemento por cada
v�ertice) donde LA i almacena los v�ertices adyacentes ai . En una red, esta lista tambi�en
almacenar�a la longitud de la arista que va desdei al v�ertice adyacente.

Algunos ejemplos donde se pueden encontrar este tipo de representaciones son: im�agenes
como grafos, texto como grafos,mol�eculas , redes sociales o redes de citas en art��culos
cient���cos. Hay tres tipos generales de tareas de predicci�on en grafos: a nivel de grafo
(graph level) se predice una sola propiedad para un grafo completo, a nivel de nodo (node
level) se predice alguna propiedad para cada nodo en un grafo, a nivel de arista (edge
level) se quiere predecir la propiedad de bordes en un grafo. Los tres niveles de problemas
de predicci�on se pueden resolver con una sola clase de modelo, las GNN.

1.4.1.1. Desaf��os de usar grafos en el aprendizaje autom�atico

El primer paso es pensar c�omo se representan los grafos para que sean compatibles con
las redes neuronales.

Los modelos de ML suelen tomar matrices rectangulares como entrada. Por tanto, re-
presentar los grafos de forma que sean compatibles conDeep learning no es intuitivo
inmediatamente. Los grafos tienen hasta cuatro tipos de informaci�on que potencialmente
se usar�an para hacer predicciones: nodos, aristas, propiedad global y conectividad.

Sin embargo, representar la conectividad de un grafo no es f�acil. La opci�on m�as obvia
ser��a utilizar una matriz de adyacencia, ya que se puede formar un tensor f�acilmente a
partir de ella. Ahora bien, esta representaci�on tiene algunos inconvenientes. El n�umero
de nodos en un grafo puede ser de millones, y el n�umero de aristas por nodo puede ser
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muy variable. A menudo, esto conduce a matrices de adyacencia muy dispersas, que son
ine�cientes en cuanto al espacio que ocupan computacionalmente.

Otro problema es que hay muchas matrices de adyacencia que pueden codi�car la misma
conectividad, y no hay garant��a de que estas matrices diferentes produzcan el mismo re-
sultado en una red neuronal profunda (es decir, no son invariantes a la permutaci�on).

Se podr��a plantear una forma e�ciente de representar matrices dispersas mediante listas
de adyacencia. Estas describen la conectividad de la aristaek entre los nodosni y nj como
una tupla (i , j ) en la entradak-�esima de una lista de adyacencia. Dado que se espera que
el n�umero de aristas sea mucho menor que el n�umero de entradas para una matriz de ad-
yacencia (n2 nodos), se evita el c�alculo y el almacenamiento en las partes desconectadas
del grafo.

Figura 1.4.3: Cabe se~nalar que la �gura utiliza valores escalares por nodo/arista/global,
pero la mayor��a de las representaciones pr�acticas tienen vectores por cada atributo del
grafo. En lugar de un tensor de nodo de tama~no [nnodos], trataremos con tensores de nodo
de tama~no [nnodos; nododim ]. Lo mismo para los otros atributos del grafo. Imagen obtenida
de [17].

1.4.2. La GNN m�as simple

Ahora que la descripci�on del grafo est�a en un formato de matriz que es invariante a la
permutaci�on, se describir�a el uso de redes neuronales de grafos (GNN) para resolver ta-
reas de predicci�on de grafos. Una GNN es una transformaci�on optimizable de todos los
atributos del grafo (nodos, bordes, contexto global) que conserva las simetr��as (invarian-
cias de permutaci�on). Se construye una GNN utilizando el marco de \message passing
neural network" propuesto por Gilmer et al [25] utilizando los esquemas de arquitectura
Graph Nets introducidos por Battaglia et al [26]. Las GNN adoptan una arquitectura de
\grafo de entrada, grafo de salida", lo que signi�ca que estos tipos de modelos reciben un
grafo como entrada, con informaci�on cargada en sus nodos, bordes y contexto global, y
las transforman progresivamente, sin cambiar la conectividad del grafo de entrada.

Para comenzar a describir alg�un ejemplo de GNN, se dise~nar�a una que aprenda las actua-
lizaciones de los atributos (nodos, bordes, global), pero no se utiliza la conectividad del
grafo.
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